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Czym jest uczenie maszynowe

Od klasycznego ML do foundation
models

Praktyka przemystowa i demo



e Pytanie do sali

Ktory z tych systemow to sztuczna inteligencja?

Kalkulator

Wykonuje dziatania arytmetyczne

Filtr spamu

Odsiewa niechciane wiadomosci

Nawigacja GPS

Wyznacza trase do celu

Rozpoznawanie twarzy

Odblokowuje telefon

Diaghostyka maszyn

Ustala przyczyne awarii wedtug
regut ekspertéw

Chatbot, np. ChatGPT

Odpowiada na pytania tekstem



Prawie wszystkie korzystajg z metod Al, ale réznych

Kalkulator Nawigacja GPS

Wykonuje dziatania arytmetyczne Wyznacza trase do celu

Nie — staty algorytm Al - metody przeszukiwania

Filtr spamu Rozpoznawanie twarzy
Odsiewa niechciane wiadomosci Odblokowuje telefon

Al - uczenie maszynowe Al - uczenie maszynowe

Sztuczna inteligencja to szersza dziedzina niz uczenie maszynowe.

Diaghostyka maszyn

Baza wiedzy ekspertow +
mechanizm wnioskowania

Al - system ekspertowy

Chatbot, np. ChatGPT

Odpowiada na pytania tekstem

Al — uczenie maszynowe



Czym jest AI?

Jedno z ujec Al koncentruje sie na projektowaniu
racjonalnych agentow: systemow, ktore postrzegajg
otoczenie i wybierajg dziatania prowadzgce do celu.

Na podstawie: S. Russell, P. Norvig, ,,Artificial Intelligence: A Modern Approach”



System Al dziata w petli

System Al
Percepcja | Decyzja : Dziatanie
czujniki, dane wiedza - planowanie - uczenie aktuatory lub cztowiek

Srodowisko

proces, maszyna, otoczenie

Analogia ze sterowania: czujnik = regulator = element wykonawczy — obiekt.

Czesto petle zamyka cztowiek (Human In The Loop, HIL): model podpowiada, a decyzje podejmuje i wykonuje operator.



Trzy gtdwne podejscia do budowy systemow Al

Wiedza i wnioskowanie

,Co wynika z posiadanej
wiedzy?”
Diagnoza awarii na podstawie

regut, wnioskowanie z alarmow
PLC

Przeszukiwanie i planowanie
»Jak osiggna¢ cel?”

Trasa robota AMR, plan
manipulacji

Uczenie maszynowe

,»Czego mozemy nauczyc sie
z danych?”

Kontrola jakosci, predictive
maintenance

Ten wyktad dotyczy uczenia maszynowego, ale w praktyce systemy czesto tacza wszystkie trzy podejscia.



Optymalizacja a Al

,Ktore rozwigzanie jest najlepsze?”

Optymalizacja to osobna, ogromna dziedzina matematyki i
badan operacyjnych, ale mocno przenika sie z Al

Heurystyki i metaheurystyki sg czesto wykorzystywane w
Al, planowaniu i optymalizacji: przeszukiwanie lokalne,
algorytmy ewolucyjne, symulowane wyzarzanie, roje
czastek.

Harmonogram produkciji

Kolejnosc i przydziat zlecen do maszyn

Przydziat zlecen do AMR

10 robotow, 50 zlecen: ktory robot, ktére zlecenie, jaka
trasg?

Rozmieszczenie towarow (slotting)

Gdzie sktadowac towary, zeby skroci¢ droge kompletac;ji?



Jeden robot AMR, wszystkie podejscia

Percepcja - ML Kamera lub LIDAR rozpoznaje otoczenie

Wiedza i wnioskowanie Strefa X jest niedostepna dla tego typu tadunku

Planowanie Znajdz trase do celu

Optymalizacja Wybierz najlepszego sposrdd 20 robotdow i minimalizuj czas realizacji

Model jezykowy Operator méwi: ,,Zawiez palete z dostawy 145 na stanowisko montazu 3”, a system

przekazuje zadanie plannerowi



Co zmienia uczenie maszynowe

Programowanie klasyczne

reguty + dane - odpowiedzi

Uczenie maszynowe (najczestszy przypadek: uczenie nadzorowane)

dane + odpowiedzi - reguty

Inzynier nie pisze regut — dostarcza przyktady, a algorytm sam znajduje zaleznosc¢.

Na podstawie: F. Chollet, J. J. Allaire, Deep Learning with R, wyd. 2 (2022)



Czym jest uczenie maszynowe
,Learning is any process by which a system improves performance from experience.”

Herbert Simon

Uczenie maszynowe to badanie algorytmow, ktdre poprawiajg swojg skutecznos¢ P w zadaniu T dzieki doswiadczeniu E. Dobrze
zdefiniowane zadanie uczenia to trojka (P, T, E).

Tom Mitchell
T - zadanie P - miara skutecznosci E — doswiadczenie
Klasyfikacja detali: OK / NOK Odsetek poprawnie Zdjecia detali z etykietami OK /

sklasyfikowanych detali NOK



Mapa pojec

Sztuczna inteligencja To uproszczenie
m.in. wiedza, przeszukiwanie, planowanie
Mapa pokazuje, gdzie jest uczenie maszynowe, a

Uczenie maszynowe nie ze reszta Al jest przestarzata.

Nawigacja w telefonie wcigz korzysta z
Uczenie giebokie przeszukiwania, nie z sieci neuronowych.




,yuczenie” to dopasowywanie parametrow

1 2 3

Model Miara btedu Optymalizacja

Wzbr z parametrami, np.y = a-x + Jak bardzo przewidywania Zmieniamy a i b tak, by btad byt
b odbiegajg od danych jak najmniejszy



0 Pytanie do sali

Ktory model wdrozylibyscie na linii?

Kazdy model widziat te same dane uczace. Uzasadnijcie wybor.



Generalizacja

Dane uczace - Model
L
[
L ] [ ]
w
L ] . [ ]
L
Niedouczenie

underfitting: model zbyt prosty

%

Nowe, niewidziane dane

Dobre dopasowanie

oddaje ogélny ksztatt zaleznosci

Model oceniamy na danych, ktorych nie widziat podczas uczenia.

Przeuczenie

overfitting: model ,,zapamietat” szum



Kiedy stosuje sie uczenie maszynowe

Ludzka ekspertyza nie istnieje Ekspertyzy nie da sie opisac regutami

np. Nawigacja tazika na Marsie np. Rozpoznawanie mowy

W przemysle: Nowa linia: nikt jeszcze nie zna sygnatur W przemysle: Wizualna ocena wad przez do$wiadczonego
awarii kontrolera jakosci

Model trzeba dopasowac do konkretnego Danych jest za duzo, by analizowac je recznie
przypadku np. Genomika

np. Medycyna spersonalizowana W przemysle: Strumienie danych z czujnikéw i sterownikéw
W przemysle: Model drgan dostrojony do konkretnej PLC

maszyny

Uczenie nie zawsze jest potrzebne: nie trzeba sie niczego ,,uczy¢”, zeby policzyc liste ptac.



e Pytanie do sali

Napiszcie reguty, ktore rozpoznajg odrecznie
napisang cyfre 7.

VAR VAR

Dwie minuty. Ile warunkow wymyslicie i ile wyjatkdw znajdziecie?



Typowe zadanie ML: rozpoznawanie cyfr
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Typy zadan uczenia maszynowego

Typ zadania Przyktad ogolny Przyktad przemystowy

Klasyfikacja kot / pies detal OK / NOK

Detekcja obiektéw obiekt na zdjeciu wykrycie palety, paczki, operatora
Segmentacja obrys obiektu na obrazie segmentacja czesci na stanowisku
Regresja przewidywanie wartosci pozostaty czas zycia (RUL), czas cyklu
Wykrywanie anomalii nietypowe transakcje nietypowe drgania silnika
Klasteryzacja grupowanie klientéw grupowanie profili pracy maszyny
Uczenie ze wzmocnieniem gry sterowanie robotem (manipulacja)

Generowanie tresci generowanie tekstu analiza instrukcji, raportéw, alarmow



Gtoéwne rodzaje uczenia

Rodzaj Na czym polega Typowe zadania Przyktad

Nadzorowane Uczymy sie na przyktadach z Klasyfikacja, regresja Zdjecie detalu = ,,wada/
poprawnymiodpowiedziami brak wady”

Nienadzorowane Szukamy struktury w danych Klasteryzacja, detekcja Grupowanie profili pracy
bez etykiet nowosci, redukcja maszyny

wymiarowosci

Ze wzmocnieniem Agent uczy sie metoda prob i Sterowanie, gry, alokacja Robot uczacy sie chwytania
btedéw na podstawie nagrod zasobow

Samonadzorowane (self-supervised): sygnat uczacy wyprowadzony z samych danych, bez recznych etykiet.
Potnadzorowane (semi-supervised): taczy niewiele danych oznaczonych z wieloma nieoznaczonymi.



Uczenie nadzorowane

Given data tuples (X1, y1). (X2, ¥2), ..., (Xn.yn), find a function F such
that:
F(X)=y

Classification Classification Object Detection Instance

+ Localization

Segmentation

CAT, DOG, DUCK CAT, DOG, DUCK



Uczenie nadzorowane: regresja

* Given (x4, V1), ..., (X,,, ¥), learn a function that predicts y given x
* Regression: Labels y are real-valued

NSIDC Index of Arctic Sea Ice in September
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Uczenie nadzorowane: klasyfikacja

* Given (x4, V1), ..., (X, ¥,), learn a function that predicts y given x
* Inputs x can be multi-dimensional
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Idea uczenia nadzorowanego
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Uczenie nadzorowane a nienadzorowane

supervised learning
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Uczenie nienadzorowane

* Given x4, ..., X, (no labels), output hidden structure in x’s
* E.g., clustering
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Uczenie ze wzmochnieniem

Agent uczy sie wykonywac zadanie przez interakcje ze srodowiskiem: podejmuje dziatanie, obserwuje jego skutki i
otrzymuje nagrode (lub kare). Nikt nie podaje mu poprawnych odpowiedzi.

Przyktad: chwytanie
dzialanie
> . . +1 udany chwyt
Agent Srodowisko o
-1 upuszczenie obiektu
uczy sie, co robic > gra, Swiat, magazyn
-10 kolizja

stan + nagroda f kara
-0,01 kazda sekunda dziatania

Graw szachy Robot chwytajacy obiekt Alokacja zapasow

interakcja z gra interakcja ze swiatem fizycznym interakcja z systemem
magazynowym



Klasyczne ML a uczenie gitebokie

Klasyczne ML
np. regresja, drzewa decyzyjne, SVM, boosting

« zwykle recznie definiowane cechy

« bardzo dobre dla danych tabelarycznych
« czesto mniejsze wymagania obliczeniowe
- czesto tatwiejsza interpretacja

Uczenie gtebokie

sieci neuronowe o wielu warstwach

automatycznie uczy sie reprezentacji
szczegolnie skuteczne dla obrazu, tekstu, audio i
innych danych wysokowymiarowych

zwykle wieksze wymagania obliczeniowe
umozliwito rozwoj foundation models



Kto wybiera cechy: cztowiek czy model?

Cechy od cztowieka Cechy wyuczone
Kazda kolumna to cecha nazwana przez cztowieka. Model uczy sie zaleznosci Sa tylko piksele. Model sam uczy sie, ktore wzory sg
miedzy cechami a etykieta. istotne.
Typ Tpowietrza T procesu Obroty Moment Zuzycie Awaria
[K] [K] [rpm] [Nm] [min]

M 298,1 308,6 1551 42,8 0 0 operator 0,94
paleta 0,97
L 298,2 308,7 1408 46,3 3 0 .

AMR 0,91
L 299.0 309,4 1724 30,1 118 0
H 300,8 310,2 1386 51,7 174 0 I I
]
L 298.9 309,1 1282 60,7 216 1

Wiersze tabeli ilustracyjne, w formacie zbioru AI4I 2020 (UCI). Scena, ramki i pewnosci detekgji ilustracyjne.



Jak siec gteboka rozpoznaje obiekt

Obraz wejsciowy Krawedzie Czesci Obiekt
piksele warstwy poczgtkowe warstwy srodkowe warstwy giebokie

F o

o otwar na widly —

. naroznik kartonu

"

e deski palety —

Kolejne warstwy sktadaja proste wzorce w coraz bardziej ztozone: od krawedzi, przez charakterystyczne czesci, po caty
obiekt.

Schemat pogladowy: pokazuje idee dziatania. W prawdziwej sieci cechy sg rozproszone i rzadko odpowiadajg doktadnie nazwanym czesciom obiektu.



Od uczenia gtebokiego do foundation models

01 02 03

Szerokie dane Jeden model, wiele zadan Skala

Wczesniej: Dane z jednego zadania Wczesniej: Osobny modeldla Wczesniej: Model dopasowany do
lub zbioru kazdego zadania jednego zbioru

Teraz: Pre-training na szerokich Teraz: Pre-training raz, potem Teraz: Pre-training w bardzo duzej
danych, zwykle samonadzorowany adaptacja do wielu zadan skali danych i obliczen

Uczenie gtebokie nauczyto nas uczyc¢ reprezentacji. Foundation models — uczyc je raz i uzywac
wielokrotnie.



Foundation models

Model trenowany na szerokich danych, zwykle samonadzorowanie i w duzej skali, ktory mozna adaptowac do wielu
roznych zadan. LLM jest jednym z rodzajow foundation models.

Foundation model

pre-training na duzych, szerokich danych

v v v
Klasyfikacja obrazu Generowanie tresci Wyszukiwanie
I I |
A4

Konkretne zastosowania przemystowe



Przyktady foundation models

Tekst (LLM) Obraz: rozumienie

GPT, Claude, Gemini, Llama, CLIP, DINOv2, SAM

Bielik segmentacja czeéci, wyszukiwanie
analiza instrukcji, raportéw i alarmow podobnych wad

Mowa i audio Szeregi czasowe

Whisper TimesFM, Chronos

komendy gtosowe operatora, prognozy na podstawie danych z
transkrypcja zgtoszen czujnikow

Wybrane przyktady (2026). Adaptacja i walidacja na danych z konkretnej instalacji sg zawsze konieczne.

Obraz: generowanie

Stable Diffusion

syntetyczne zdjecia rzadkich wad do
uczenia

Robotyka
RT-2, n0

manipulacja na podstawie polecen w
jezyku naturalnym



Typowy proces ML

Framing an ML problem {Mitcheli’s P, T, E)

Data curation (sourcing, scraping, collection; labaling)

Data analysis [ visualization

ML Design (hypothesiz class, loss function, optimizer, hyperparameters,

features)

Train mcdel

Validate [/ Evaluate

Deploy [and generate new data)

Monltar performance an new data

Na co uwazacé

« jakosc¢ danych
- wyciek danych (data leakage)
« zmiana rozktadu danych w czasie (drift)

Garbage in - garbage out



e Pytanie do sali

Klasyfikator wad ma doktadnos¢ 99%.
99% Czy to dobry model?

Co jeszcze chcielibyscie wiedzie¢, zanim odpowiecie?



Putapka doktadnosci

99% 1000 detali, w tym 10 wadliwych. Model, ktéry zawsze mowi ,,0K”, ma

doktadnos¢ 99% — i jest bezuzyteczny.
doktadnosci

Co jest gorsze: zatrzymac linie przez fatszywy alarm czy przepusci¢ wadliwy produkt?



Ocena klasyfikatorow

Macierz pomytek

Przewidywana Przewidywana
0 1
Rzeczywista O TN FP
Rzeczywista 1 FN TP

0 — klasa negatywna (stan normalny)
1 - klasa pozytywna (stan odmienny od normalnego)

Doktadnos¢ (accuracy) — jaki odsetek decyzji jest trafny

(TP+TN)/ (TP +TN + FP + FN)

Precyzja (precision) — ile alarméw byto prawdziwych

TP / (TP + FP)

Czutos¢ (recall) — ile prawdziwych wad wykrylismy

TP /(TP + FN)

F1 - jedna liczba taczaca precyzje i czutosc

2:-P-R/(P+R)

Przy rzadkich wadach precyzja i czutos¢ mowig o modelu znacznie wiecej niz doktadnosc.



Interpretowalnos¢ modeli

< bardziej interpretowalne mniegj interpretowalne —
Regresja liniowa Mate drzewo decyzyjne Zespot modeli (ensemble)
Biata skrzynka (white-box) Czarna skrzynka (black-box)
Model sam jest zrozumiaty: regresja liniowa lub Ztozony model wyjasniany po fakcie (post-hoc):
logistyczna, mate drzewo decyzyjne, prosty system waznosc¢ cech, SHAP, LIME, a dla obrazéw mapy

regut. istotnosci, np. Grad-CAM.



Wyjasnialna Al (XAl): dlaczego model alarmuje?

Dane wejsciowe

Temperatura 82°

RMS drgan 7,3 mm/cs:
Prad 14,2 A
Obroty 1450 rpm
Czas pracy 6230 h

P(awaria) = 0,91

Wptyw cech na ryzyko (wyjasnienie lokalne)

RMS drgar I +0,34
Temperatura — +0,22

Czas pracy _ +0,11

Prad - +0,04

Obroty . -0,02

Wartosci ilustracyjne: wktad cechy w wynik modelu wzgledem wartosci bazowej, a nie zmiana
prawdopodobienstwa.

Wyjasnienie # przyczynowos¢: model wykorzystat ceche do przewidywania, co nie znaczy, ze ona powoduje awarie.



Praktyka przemystowa

- -~ Actionable \ NIST - National Institute of Standards and Technology
lntelligence \ AmerykanskKi narodowy instytut no.rm [ technolog|'|, agencja federalnfal przy
y. - : M Departamencie Handlu USA. Rozwija wzorce pomiarowe, standardy i wytyczne,
’ L ' m.in. ramy zarzadzania ryzykiem AI (AI RMF) oraz programy dla inteligentnej
\ produkgji.

o Przemystowa Al f3czy systemy ekspertowe, uczenie
" maszynowe i wiedze ludzi

Kluczowe pytanie: jak znalez¢ wtasciwa rownowage danych w
przemystowym systemie AI?

Industrial Artificial Intelligence adds NIST Manufacturing Innovation Blog: How to find the right balance of data for your
measurable value to manufacturing operations industrial AI system



https://www.nist.gov/blogs/manufacturing-innovation-blog/how-find-right-balance-data-your-industrial-ai-system
https://www.nist.gov/blogs/manufacturing-innovation-blog/how-find-right-balance-data-your-industrial-ai-system

Roadmapa NIST 2026: Al w produkcji
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NIST: 2026 Roadmap for Artificial Intelligence and Machine Learning in Smart Manufacturing



https://www.nist.gov/publications/2026-roadmap-artificial-intelligence-and-machine-learning-smart-manufacturing

Naktadajace sie trendy w Al w 2026 .

Klasyczne ML

regresja, drzewa, SVM, boosting

Foundation models

duze modele uczone na szerokich
zbiorach i adaptowane do wielu
zadan

Uczenie gtebokie

obrazy, sygnaty, sekwencje

Agenci Al

modele + narzedzia + planowanie
+ dziatanie

Generatywna Al

tekst, obraz, kod, dane
syntetyczne

Physical Al

percepcja = decyzja — dziatanie w
sSwiecie fizycznym



Piec rzeczy do zapamietania

1 Sztuczna inteligencja to szersza dziedzina niz uczenie maszynowe.
p. W ML zamiast pisac reguty, uczymy model na danych.

3 ,uczenie” to w gruncie rzeczy optymalizacja parametrow modelu.
i Model oceniamy na danych, ktorych nie widziat podczas uczenia.

5 Wysoka doktadnosc¢ nie konczy projektu: licza sie koszty btedéw, dane i wyjasnialnosc.



Demo: Python

Proces ML :

« wczytanie danych i poglad na strukture I':I pundus Illi!w"

e Czyszczenie i przygotowanie

« budowa modeli klasyfikacyjnych L _ o

. ocena jako$ci: podziat na zbior uczacy i testowy, k-krotna walidacja Matpixtip W Sea born
krzyzowa

Agent kodujacy (np. Codex) to naturalne narzedzie pracy: opisujemy . i
zadanie, agent pisze i uruchamia kod, a my weryfikujemy. '

Cel zaje¢ praktycznych

Potrafie sformutowac problem ML, zleci¢ implementacje agentowi, zrozumie¢ wygenerowany kod, wykry¢ btedy
metodologiczne i oceni¢, czy wynik ma sens.



Zrodta

CIS 4190/5190: Applied Machine Learning (UPenn)

CIS 419/519: Introduction to Machine Learning, Eric Eaton (UPenn)

CME 250: Introduction to Machine Learning, Sherrie Wang (Stanford)

EE376a: Information Theory meets Machine Learning, Kedar Tatwawadi (Stanford)
S. Russell, P. Norvig: Artificial Intelligence: A Modern Approach

F. Chollet, J. J. Allaire: Deep Learning with R, wyd. 2, Simon and Schuster, 2022
NIST: 2026 Roadmap for AT and ML in Smart Manufacturing
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